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RESUMEN

Introduccidn: La clasificacion multietiqueta es una variante de la clasificacion tradicional de
etigueta Unica, en la que un objeto ya no se clasifica exclusivamente por una etiqueta. En su
lugar, este aprendizaje pretende asignar a un objeto una o mas clases de etiquetas de un con-
junto predefinido de clases. Dado que el aprendizaje multietiqueta se encuentra todavia en
una fase temprana de desarrollo, en comparacion con otras técnicas de clasificacion, algu-
nas técnicas actualmente disponibles para otros tipos de aprendizaje no se han desarrollado
para este caso especifico. Métodos: Tras un estudio de la literatura existente, los siguientes
son algunos de los retos de investigacion dentro de esta tematica: medidas de calidad de
los datos, métodos de reduccion sobre conjuntos de datos multietiqueta, métodos de detec-
cion de valores atipicos, capas de agrupacion para datos multietiqueta sin una organizacion
topoldgica, métodos para tratar problemas de clasificacién multietiqueta con caracteristi-
cas dispersas y técnicas de inteligencia artificial explicable para clasificadores neuronales
multietiqueta. Resultados: Se proponen: a) Medidas de calidad de los datos multietiqueta
(3); b) Métodos para reducir conjuntos de datos multietiqueta (6); ¢c) Método que mide el
grado de anomalia de un objeto en conjuntos de datos multietiqueta (1); d) Arquitectura neu-
ronal profunda que utiliza capas de agrupacién basadas en la asociacién bidireccional (1);
e) Sistema neuronal para resolver problemas de clasificacion multietiqueta descritos por da-
tos tabulares que pueden implicar caracteristicas dispersas (1) y f) Adaptacion al escenario
multietiqueta de una técnica cldsica de interpretabilidad post-hoc en redes neuronales (1).
Conclusiones, los métodos propuestos le proporcionan a la comunidad cientifica novedosas
técnicas de clasificacion multietiqueta, haciendo posible un proceso de descubrimiento de
conocimiento mas eficiente y eficaz sobre datos multietiqueta.
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Development of techniques for pre-processing and prediction
of multi-label classification problems

ABSTRACT

Introduction: Multi-label classification is a variant of traditional single-label classification,
where an object is no longer classified by exclusively one label. Instead, this learning aims to
assign one or more classes from a predefined set of classes to an object. Since multi-label
learning is still in an early development stage compared to other classification techniques,
some techniques currently available for other learning types have not been developed for
this specific learning case. Methods: After a survey of the existing literature, the following
are some research challenges within this topic: data quality measures, reduction methods on
multi-label datasets, outlier detection methods, pooling layers for multi-label data without a
topological organization, methods to deal with multi-label classification problems with sparse
features, and Explainable Artificial Intelligence techniques for multi-label neural classifiers.
Results: We propose: a) three measures of multi-label data quality, b) six methods for redu-
cing multi-label datasets, ¢) a method that measures an object’'s anomaly degree in a mul-
ti-label dataset, d) a deep neural architecture using bidirectional association-based pooling
layers, e) a neural system to solve multi-label classification problems described by tabular
data that might involve sparse features, and f) an adaptation to the multi-label scenario of a
classical post-hoc interpretability technique on neural networks. Conclusions, the proposed
methods provide the scientific community with novel multi-label classification techniques,
making possible a more efficient and effective knowledge discovery process on multi-label
data.

Keywords: multi-label classification; data characterization; data pre-processing; learning process;
explainable artificial intelligence

INTRODUCCION

El desarrollo de un modelo de clasificacion suele estar
orientado a descubrir la correspondencia subyacente entre un
conjunto de objetos de entrada caracterizados por un espacio
de caracteristicas multidimensional y la etiqueta de clase que
se les asigna. Sin embargo, ¢qué ocurre si cada objeto de en-
trada esta asociado a multiples etiquetas de clase? Por ejem-
plo, cuando escuchas una pieza musical, ;Como te sientes?
; Te sientes feliz, triste, enfadado, o sientes mas de una emo-
cion a la vez? Esta problematica en la literatura se denomina
clasificacion multietiqueta (de las siglas en inglés MLC). (2

El aprendizaje multietiqueta permite modelar de forma
realista este problema, ya que se puede asignar a una pieza
musical mas de una emocion a la misma vez. Los objetos
multietiqueta son habituales en muchas aplicaciones, como
la bioinformatica, la anotacion multimedia, la categorizacion
de textos, y el diagnostico médico. ¢4 En estos casos, el ob-

jetivo del aprendizaje es aprender una funcién que pueda pre-
decir un subconjunto de etiquetas para un objeto no visto a
partir de un conjunto dado de etiquetas.

Dado que el aprendizaje multietiqueta se encuentra toda-
via en una fase temprana de desarrollo en comparacién con
otras técnicas de aprendizaje, algunas técnicas actualmente
disponibles para otros tipos de aprendizaje no se han desarro-
llado para este caso especifico. Este trabajo pretende resolver
esto, y asi dotar a la comunidad cientifica de novedosas técni-
cas de clasificacion multietiqueta.

METODOS

Las principales contribuciones se dirigen a desarrollar
medidas de calidad de datos, técnicas de preprocesamientoy
prediccion, y a mejorar la interpretabilidad de los clasificado-
res neuronales multietiqueta. Estas se describen brevemente
en las siguientes subsecciones.
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Medidas de calidad de los datos multietiqueta

El primer resultado de esta investigacion son 3 medidas
de calidad de datos multietiqueta (MCQ_D, MCQ_E, y MCQ_F),
® que permiten estimar la complejidad de un problema sin
gjecutar ningun algoritmo de aprendizaje MLC. Estas medidas
se basan en el calculo de la consistencia de los datos. Para
ello, se utiliza la Teoria de Conjuntos Aproximados (de las si-
glas eninglés RST), ® que es probablemente el enfoque mas
adecuado para analizar la consistencia de los datos. Para de-
rivar estas medidas, se adapta el concepto de consistencia al
entorno de las etiquetas multiples. Las 3 medidas propuestas
establecen una relacion entre las clases de similitud de los
objetos (granulacion por condicion) y sus clases de decision
(granulacién por decision). Su diferencia radica en que: mien-
tras MCQ_D depende del grado de similitud entre los granulos
por condicién y decision; MCQ_E depende de la similitud entre
los rankings por condicién y decision de cada objeto; y MCQ_F
de la similitud entre los conjuntos difusos por condicion y de-
cision de cada objeto.

Técnicas de preprocesamiento

Se proponen 3 métodos para la edicion de conjuntos de
entrenamiento multietiqueta. ) Estos métodos se basan en
las aproximaciones inferior y superior calculadas en la RST
para determinar un grado de granularidad adecuado en el
conjunto de entrenamiento. El primer método construye un
conjunto de entrenamiento como la union de las aproximacio-
nes inferiores de cada clase de decision. El segundo método
incluye también los objetos de la region frontera, que han sido
reetiquetados teniendo en cuenta el grado de pertenencia a
cada clase de decision. El tercer método es similar al segun-
do, pero omite la conexion entre las clases de decisién para
que las etiguetas se traten de forma independiente.

Se desarrollan 3 métodos para generar prototipos en
conjuntos de datos multietiqueta independientes del paradig-
ma de aprendizaje. ¢ Los métodos propuestos utilizan dife-
rentes enfoques de granulacion para derivar objetos represen-
tativos que sustituyan al conjunto de entrenamiento original.
En los 2 primeros métodos propuestos, la granulacion del uni-
verso se realiza utilizando una relacion de similitud que cons-
truye clases de similitud (granulos) de objetos en el universo a
partir de los atributos condicionales. El tercer método realiza
una granulacion del universo a partir de una relacion de equi-
valencia y considerando las diferentes etiquetas existentes en
el universo de discurso. Se construye una clase de equivalen-
cia (granulo) por cada etiqueta y se genera un prototipo por
cada granulo.

Por otro lado, se propone un método que mide el grado de
anomalia de un objeto en un conjunto de datos multietiqueta.
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(19 Esta puntuacion o medida cuantifica el grado de irregulari-
dad de un objeto respecto al conjunto de datos. El método se
basa en la definicién de anomalia dada por Barnett y Lewis. (")
Ellos definen un valor atipico (outlier) como una observacién
(o subconjunto de observaciones) que parece inconsistente
con el resto del conjunto de datos. Esta idea se puede mode-
lar utilizando el enfoque de la RST, en el que la consistencia
de un objeto se define a partir de la relacion entre sus partes
predictiva y de decision. En otras palabras, si la clase de si-
militud del objeto (es decir, los objetos que son similares a él
teniendo en cuenta sus caracteristicas predictivas) y su clase
de equivalencia (es decir, los objetos que son idénticos a él
teniendo en cuenta sus etiquetas) son similares, podria de-
cirse que es consistente con respecto al resto de los objetos
del conjunto de datos. El grado en que un objeto es anémalo
podria depender de como el objeto satisface esta relacion. El
grado asignado a cada objeto estara en el intervalo , donde
0 denota un objeto regular (inlier), mientras que 1 indica una
fuerte anomalia (outlier).

Técnicas de prediccion

Se propone una arquitectura neuronal bidireccional para
extraer caracteristicas y etiquetas de alto nivel en problemas
de MLC. (2" La primera capa de agrupacion comprende neu-
ronas que denotan las caracteristicas y las etiquetas del pro-
blema, mientras que, en las capas de agrupaciéon mas profun-
das, las neuronas denotan caracteristicas y etiquetas de alto
nivel que se extraen durante el proceso de construccion. Cada
capa de agrupacion utiliza una funcion que detecta los pares
de neuronas altamente asociadas y realiza una operacion de
agregacion para obtener las neuronas agrupadas. Para esti-
mar el grado de asociacién entre 2 neuronas, utilizamos (a)
la correlacion de Pearson y (b) la entropia en los granulos de
informacion (% que se generan a partir de 2 caracteristicas o
etiquetas. Una vez que las caracteristicas y etiquetas de alto
nivel se han extraido del conjunto de datos, se conectan con
1 o varias capas de procesamiento ocultas que confieren la
capacidad de prediccion del sistema neuronal. Por ultimo, se
realiza un proceso de decodificacion ' para conectar las eti-
quetas de alto nivel con las originales a través de 1 o varias
capas de procesamiento ocultas.

Por otro lado, se presenta un sistema neuronal para resol-
ver problemas de MLC que puedan involucrar caracteristicas
dispersas. 9 La arquitectura de este modelo implica 3 blo-
ques neuronales conectados secuencialmente. El primer blo-
que consiste en una red multicapa que extrae caracteristicas
de alto nivel. Este bloque reduce la dimensionalidad del espa-
cio codificando la informacion relevante en las caracteristicas
de alto nivel. El segundo bloque consiste en una Long-Term
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Cognitive Network (LTCN), 17 que realiza el razonamiento so-
bre las caracteristicas extraidas. Por ultimo, el tercer bloque
adapta las salidas del bloque recurrente al espacio de eti-
quetas.

Técnicas de inteligencia artificial explicable

Uno de los retos mas importantes de la inteligencia ar-
tificial (IA) es la construcciéon de modelos computacionales
eficaces e interpretables, lo que ha dado lugar a la llamada
IA explicable (de las siglas en inglés XAl). (8 Si un sistema
inteligente resultante de un proceso de aprendizaje automa-
tico es capaz de resolver un problema y explicar su solucion,
la confianza de sus usuarios aumenta, lo que contribuye a la
credibilidad de la IA. Esto puede lograrse desarrollando mode-
los mas transparentes o incluyendo una etapa de interpretabi-
lidad post-hoc. El método Layer-wise Relevance Propagation
(LRP) es un ejemplo de esta Ultima. Este método proporciona
explicaciones en forma de relevancia del espacio de entrada
para entender las decisiones de clasificacion de las redes
neuronales. Se propone una adaptacion del método LRP para
mejorar la interpretacion de los resultados obtenidos por una
red neuronal multietiqueta. Para ello, se presenta un enfoque
que redistribuye los valores de activacion asociados a cada
etiqueta hacia los valores de entrada. Este realiza un proceso
de agregacion de los grados de activacion de las etiquetas
inferidas, dando como resultado una etiqueta granular a partir
de la cual se inicia el proceso de redistribucion.

RESULTADOS

Medidas de calidad de los datos multietiqueta

Es l6gico pensar que un conjunto de datos con alta con-
sistencia dara lugar a bajos errores en su clasificacion. En
base a esto se realiza una prueba de correlacion entre el va-
lor de consistencia obtenido por las medidas propuestas y el
error de clasificacion obtenido por el método ML-kNN. (') Para
esto, se utiliza la medida de error Hamming Loss (HL), @ que
es una de las mas usadas en la literatura MLC para medir el
rendimiento de los clasificadores. Ademas, se emplean varios
conjuntos de datos multietiqueta tomados de los repositorios
MULAN @9y RUMDR. @V | os resultados alcanzados muestran
una fuerte correlacion negativa entre los valores de consisten-
cia obtenidos por las 3 medidas propuestas y el rendimiento
del algoritmo, lo cual confirma la hipotesis.

Técnicas de preprocesamiento

Con el fin de explorar el rendimiento global de los méto-
dos propuestos se utiliza el algoritmo ML-kNN, @9 mientras
gue se emplea la medida HL  como medida de evaluacion

del rendimiento. Las simulaciones numéricas mostraron que
los métodos de reduccion (de edicién y generacién de prototi-
pos) propuestos permiten una reduccién de hasta el 80 % del
numero de instancias en algunos de los conjuntos de entre-
namiento utilizados. De hecho, en algunos casos se observa
un aumento del poder discriminatorio del algoritmo ML-kNN.

Por otra parte, el rendimiento del método de deteccion
propuesto se compard con 2 algoritmos reportados en la li-
teratura: Exact k-Nearest Neighbor Score y Average k-Nearest
Neighbor Score. @ Ambos algoritmos fueron adaptados a la
problematica multietiqueta, y fueron seleccionados porque
también proporcionan un grado de anomalia para cada ob-
jeto. Los resultados mostraron que el método propuesto es
mas eficaz que los otros 2 métodos en distinguir entre un out-
lier y un inlier. La razon de esto es porque estos métodos no
tienen en cuenta la relacion existente entre las caracteristicas
predictivas y las etiquetas de un objeto.

Técnicas de prediccion

Las simulaciones numeéricas sobre la arquitectura neu-
ronal bidireccional propuesta demostraron su capacidad de
reduccion en términos del nimero de parametros en las re-
des neuronales profundas. Ademas, este poder de reduccion
se logra sin perjudicar su poder discriminatorio. Sin embargo,
la primera variante pensada para la funcién de asociacion (la
variante basada en la correlacién de Pearson) requiere que
las caracteristicas y las etiquetas tengan un cierto grado de
correlacion, lo que puede no ser aplicable en todas las situa-
ciones. En este caso, el segundo enfoque propuesto (la va-
riante basada en la entropia de los gréanulos de informacién),
reportd mayores valores de reduccion en conjuntos de datos
con bajos valores de correlacion entre sus caracteristicas y
etiquetas.

Por otro lado, las simulaciones numéricas sobre la segun-
da propuesta neuronal sugieren que el modelo propuesto se
comporta bien cuando se afiaden mas capas abstractas al
segundo blogue mientras se utilizan valores de tasa de apren-
dizaje bastante pequefios. Ademas, la comparacion con otros
métodos MLC reportados en la literatura (® muestra que
el modelo propuesto es un buen competidor en términos
de HL. ™

Técnicas de inteligencia artificial explicable

La eficacia del enfoque de interpretaciéon post-hoc pro-
puesto se evalla siguiendo los 2 criterios de evaluacion exis-
tentes en Montavon G et al, 2018, ®® demostrandose la cali-
dad de las explicaciones obtenidas por este.

El método propuesto se aplica en la explicacién de la sa-
lida de una red neuronal multietiqueta que detecta coinfec-

Este articulo es distribuido en acceso abierto segun los términos de la Licencia Creative Commons Atribucién—NoComercial 4.0


https://creativecommons.org/licenses/by-nc/4.0/deed.es

ciones secundarias en pacientes infectados con SARS-CoV-2.
Las coinfecciones asociadas a la infeccion SARS-CoV-2 se
clasifican en infecciones bacterianas e infecciones micdticas,
@49 un paciente puede desarrollar una, ambas o ninguna. La
inclusion de un enfoque de interpretacion post-hoc permitid
identificar las variables de entrada que influyen en que un pa-
ciente esté coinfectado con 1 0 mas de 2 infecciones simul-
taneamente, lo cual permitio identificar patrones que aportan
nuevo conocimiento a los especialistas.

DISCUSION

Se aportan novedosas medidas para estudiar la calidad
de los datos, métodos para mejorar la calidad de estos, méto-
dos para construir sistemas inteligentes mediante un proceso
de aprendizaje a partir de los datos, y un método para explicar
las respuestas de estos sistemas multietiqueta. Todas estas
propuestas son técnicas efectivas (en términos de eficiencia
y eficacia) y novedosas dentro del campo de la MLC, ya que
hasta su desarrollo eran insuficientes para la comunidad cien-
tifica dedicada a este campo del aprendizaje.

La actualidad de esta propuesta se evidencia en su apli-
cacion a un problema real como es el caso de la deteccion
temprana de coinfecciones secundarias en pacientes infecta-
dos con SARS-CoV-2.

Conclusiones

La investigacion desarrollada aborda el problema de la
MLC desde los datos hasta la explicacion de la respuesta de
un sistema neuronal al procesar los datos. Teniendo en cuen-
ta que el objetivo era estudiar el problema del MLC de la forma
mas exhaustiva posible, se hacen aportaciones en cada etapa
del proceso de descubrimiento de conocimiento.
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